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Resumo: Imagens térmicas vém sendo usadas ha varias décadas com o propdsito de supervisionar a distribui¢do da
temperatura no corpo. Disto segue uma enorme base de imagens que precisam ser consultadas e recuperadas. Este
trabalho apresenta uma utilizacdo modificada do processo de descoberta de conhecimento em banco de dados
(knowledge discovery in databases ou KDD), orientado ao tratamento de imagens térmica e aplicado sobre o banco de
imagens do projeto CAPES-PROENG 021/2008 desenvolvido na UFF. Esse projeto objetiva usar imagens térmicas da
mama na detec¢lo de patologias. Primeiramente selecionam-se imagens com diagnostico conhecido. A seguir essas
imagens sdo convertidas de pseudocores a tons de cinza, sendo depois segmentadas em duas regibes de interesse. O
passo seguinte é o processo de extracdo de caracteristicas baseadas em medidas estatisticas (média, desvio padréo,
curtose, entre outras), dispostas em um vetor de caracteristicas associado as imagens. Depois é feita a integracéo e
transformacdo das caracteristicas, criando-se assim uma nova base de dados, onde sdo aplicadas técnicas de
mineragdo, como a classificacdo baseada em arvores de deciséo, maquina de vetores de suporte, Naive Bayes e redes
neurais. A avaliacdo dos resultados é feita mediante o uso das medidas: acurécia, sensibilidade, especificidade e &rea
sob as curvas ROC (receiver operating characteristic). Também sdo usadas técnicas de clusterizagdo (e.g., k-means, x-
means e dbscan), que fazem uso da analise do centréide e nimero de clusters encontrados. Finalmente, quando
necessario, € aplicado um processo de refinamento para aprimorar os resultados. O conhecimento gerado pode ser de
grande utilidade para dignostico médico, auxiliando o futuro desenvolvimento de um sistema de Computer Aided
Diagnosis (CAD) baseado nas caracteristicas extraidas.
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1. INTRODUCAO

O céncer de mama é o segundo cancer mais freqliente no mundo e o que apresenta 0 maior nimero de casos entre
mulheres no Brasil (INCA, 2012). Atualmente a mamografia é o método padrdo para a detec¢do de tumores por possuir
uma alta precisdo. Este tipo de exame, entretanto, apresenta algumas desvantagens como expor a paciente a uma dose
de radiacdo, ter dificuldades na deteccdo de tumores no caso de mamas mais densas, além de apresentar baixa
capacidade de deteccdo de patologias nos primeiros estagios de desenvolvimento. Estas limitacbes da mamografia,
juntamente com o crescente nimero de casos de cancer em pacientes mais jovens, motiva o desenvolvimento de novas
técnicas para a deteccao precoce de patologias na mama, dentre as quais, destaca-se a termografia.

Termografia € um exame fisiol6gico, ndo invasivo e sem uso de radiagdes ionizantes. Possibilita a detecgdo de
tumores mamarios, muito antes que qualquer outro método, ainda quando as células produzem substancias responsaveis
pela criagdo de neovascularizagdo que “alimentara” o futuro tumor. Em consequéncia, constata-se que na regido onde
ha uma patologia mamaria a temperatura da pele pode ser maior do que a temperatura do tecido normal. Com isso, pode
ocorrer uma assimetria na distribuicdo das temperaturas das mamas, entdo é possivel que uma delas possa apresentar
algum tipo de patologia (Serrano, 2010).
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Imagens térmicas ou termogramas séo adquiridos por uma camera sensivel a radiacao infravermelha (i.e., calor). O
baixo custo e a facilidade de obtengdo deste tipo de imagens criam a necessidade de armazenamento em bancos de
dados para sua posterior analise e gerenciamento. Para extrair conhecimento dessa base sdo necessarios sistemas e
algoritmos que possam ser aplicados a um grande volume de dados e a0 mesmo tempo possam encontrar, de maneira
eficiente, padrfes e relacionamentos que estejam ocultos. Assim, torna-se clara a utilidade da minera¢do de dados em
bancos de imagens, pois esta propde técnicas para extrair conhecimento ndo-explicito (i.e., relacionamentos espaciais,
padrdes relevantes, dentre outros) a partir de grandes acervos de imagens. Este artigo aborda temas fundamentais desta
area de pesquisa.

Organiza-se este trabalho como segue: na Secdo 2 serdo apresentados os conceitos da mineracdo de dados e
trabalhos relacionados com a mineragdo de imagens. A Secdo 3 apresenta a metodologia proposta e aplicada, desde a
selecdo de imagens, depois o pré-processamento, até a aplicacdo de algoritmos e técnicas de extracdo de conhecimento.
Na seqiéncia, na Secdo 4, serdo apresentados e avaliados os resultados obtidos. Finalmente, na Secdo 5, serdo
apresentadas as conclusdes e direcdes para trabalhos futuros.

2. MINERACAO DE IMAGENS
A descoberta de conhecimento em banco de dados (knowledge discovery in databases ou KDD) consiste na

aplicacdo de vérias etapas de processamento instruido com algumas decisdes tomadas pelo usuario. Uma viséo pratica
da aplicacdo de KDD, enfatizando a interatividade do processo, é mostrada na Figura 1 (Fayyad et a.l, 1996).
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Figura 1: Etapas do processo KDD (Fayyad et al., 1996)
As etapas numeradas na Figura 1 podem ser detalhadas por:

1. Banco de dados - representa o conjunto contendo a informacéo a ser minerada.

2. Selegdo - de acordo com os objetivos desejados, um subconjunto dos dados disponiveis é selecionado para a
etapa de descoberta de conhecimento.

3. Processamento - os dados sdo processados e passam por uma limpeza onde ha a integracdo de dados
heterogéneos, eliminacio de dados incompletos, as repeticbes e problemas na definicéo de tipos.

4. Os dados sdo transformados para serem armazenados adequadamente, visando facilitar a aplicacdo dos
algoritmos de mineracéo.

5. Mineragdo de dados é a fase principal do processo KDD, onde se escolhe a tarefa de mineracéo a ser aplicada
(classificacdo, clusterizagdo, regras de associagdo, sumarizacdo, etc.), dependendo do objetivo que se deseja
alcancar.

6. Na etapa de interpretagdo/avaliacdo os resultados obtidos sdo interpretados e ranqueados para serem apresentados
para o UsUario.

A Mineragdo de Imagens (MI) é uma area multidisciplinar (Figura 2) relacionado com vérias outras areas do
conhecimento, tais como: Visdo Computacional, Processamento de Imagens, Mineracdo de Dados, Bancos de Dados,
Aprendizado de Maquina e Sistemas de Recuperagdo de Imagens baseados no contedldo das mesmas (Vieira et al.,
2002). Assim como na Mineragdo de Dados existe uma fase de selecéo e obtencédo de atributos a partir de varias tabelas
ou bases de dados (Fayyad et al., 1996) para gerar as instdncias a serem avaliadas. Na MI a obtengdo dessas
caracteristicas também utiliza técnicas de Processamento de Imagens (Gonzales; Woods, 2000), tratando da extracao de
conhecimento implicito, relacionamento entre dados de imagens, ou outros padrdes ndo explicitamente armazenados em
banco de dados de imagens. Seu foco é determinar como a representagdo de baixo nivel (e.g., pixels) de uma imagem
pode ser eficiente e efetivamente processada para identificar objetos e seus relacionamentos (Zhang et al., 2001).
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Figura 2: Integracdo da Mineracéo de Imagens com outras disciplinas (Vieira et al. , 2002)

2.1. Classificacéo

Classificar consiste em associar um conjunto de atributos (tupla) a um atributo objetivo chamada de classe. De
maneira mais formal, a tarefa de classificagdo trata de “descobrir algum tipo de relacionamento entre valores de
predicdo e o valor objetivo, tal que o conhecimento descoberto possa ser usado para prever a classe de outra tupla™
(Maimon; Rokach, 2010).

Arvore de Decisdo é uma técnica bastante utilizada em tarefas de classificacdo. Para estimar a idade gestacional
(IG) atraves de imagens digitais da superficie plantar de recém-nascidos, Aradjo et al. (2007) utilizaram algoritmos de
J.48, M5P (Quinlan, 1993), REPTree e 0 LMT (Landwehr et al., 2003), implementados no software WEKA (Hall et al.,
2009). A fase de pré-processamento foi um passo importante para gerar um banco de dados que auxilia em como fazer a
mineracdo. O resultado final foi um sistema que mantém um banco de dados de conhecimento que evolui conforme
novas instancias e caracteristicas sdo adicionadas a ele. Quando uma nova imagem é analisada, suas caracteristicas sdo
extraidas e os modelos de mineragcdo mencionados sdo aplicados para a instancia corrente, gerando dois tipos de saida:
uma distribuicdo de probabilidades por I1G; e um escore exato para a 1G. A precisdo dos classificadores foi similar.
Posteriormente 0 mesmo sistema é ampliado usando arvores de decisdo Fuzzy, que fornecem uma distribuicdo de
probabilidades mais concisa sobre as IG possiveis para cada neonato. Esses algoritmos sdo aplicados a base de
caracteristicas extraidas de imagens, fornecendo vérias informagGes para auxiliar no célculo final da 1G que, por fim, é
validado por um especialista (Aradjo, 2006). Outra abordagem baseada em arvores de decisdo é o SKYCAT (Fayyad et
al., 1996 - a ), originrio de um sistema que prové um ambiente integrado para a construgdo, classificacdo, geréncia e
anélise de catdlogos de imagens astronémicas e que utiliza variagcBes dos algoritmos ID3 e C4.5, GID3 e O-BTree. O
algoritmo, GID3, foi utilizado para diminuir o particionamento dos dados, criando subdivises que representam mais de
um valor. O outro algoritmo, O-Btree, utiliza outras medidas para sele¢do dos dados, ao invés de usar apenas o grau de
entropia.

A técnica de classificacdo de Naive Bayes baseada em probabilidades condicionais (Witten; Frank, 2000) é usada
para minerar imagens pelo sistema GeoBrowse (Kopersi; Marchisio, 2000), que prové uma interface para consultas por
similaridade e um modulo de analise de clusterizacdo de imagens de satélites. Para cada imagem, sdo extraidos trés
tipos de vetores de caracteristicas, conforme a classificacdo do dado: nivel de pixel (cor, textura); nivel de regido
(contorno, forma, tamanho, dentre outros atributos) e nivel de faixa (tile, semelhante a regido, porém em relacdo a
imagem inteira). Um exemplo de mineracdo de imagens envolvendo redes Bayesianas (Vailaya et al., 2006), onde ha a
classificacdo hierarquica de imagens fotograficas diversas, é apresentado objetivando treinar o classificador para avaliar
as imagens segundo conceitos de alto nivel, como fotografias de cenas internas/externas, cidade/paisagem e p6r-do-
sol/floresta/montanha.

Existem ainda técnicas baseadas em redes neurais artificiais (Artificial Neural Networks). Antonie et al. (2001)
aplicam um classificador baseado em redes de neurais e apresentam alguns experimentos para a detec¢do de tumores em
mamografias digitais a partir do uso do algoritmo de back-propagation para treinar as redes, e classificar as
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mamografias em duas categorias: normais e anormais. As normais sdo aquelas que caracterizam um paciente saudavel.
As anormais incluem também os casos de tumores benignos e 0s casos malignos, i.e. mamografias tomadas de pacientes
com tumores. O pré-processamento das imagens foi fundamental para obter uma boa acuracia nos resultados finais
atingindo o 70% dos casos. Uma caracteristica das redes neurais é o elevado tempo de processamento que requer,
porém os resultados sdo bons. O uso de redes neurais mais sofisticadas pode-se ter um ganho no tempo e na acurécia.
Outra abordagem que também trabalha com imagens mamogréficas é apresentada por Ferrero (2005). Arora et al.
(2008) usam termogramas das mamas de 94 pacientes, sendo 60 com tumor maligno e 34 com tumor benigno, onde séo
extraidas aproximadamente 100 imagens por cada paciente em uma classificacdo (diagnoéstico de tumor benigno e
tumor maligno) usando uma rede neural artificial. Os resultados reportados sdo de 61,70% de acuracia, 96,70% de
sensibilidade e 26,50% de especificidade.

A classificacdo usando maquina de vetores de suporte (support vector machine ou SVM) mostra bons resultados
nos banco de dados de imagens por esses serem compostos por atributos numéricos. Em Mert (2001) um banco de
dados de imagens médicas obtidas mediante o exame de PAAF (puncdo aspirativa com agulha fina) é usado para
classificar tumores como benignos ou malignos. Este classificador para o auxilio ao diagnéstico por imagem térmica de
patologias de mama também é usado em Resmini (2011) na rotulacdo de imagens como “com patologia” ou “sem
patologia” para isso sdo usadas as imagens segmentadas da mama esquerda e direita de 28 pacientes (24 com patologia
e 4 sem patologia), sendo reportada uma acuracia de 82,14%, sensibilidade de 91,70%, especificidade de 25%, e area
abaixo da curva ROC (receiver operating characteristic) de 0,58. As caracteristicas extraidas das imagens foram:
medidas estatisticas, fractais e geoestatisticas. Uma abordagem similar com imagens térmicas é tratada em Borchartt
et al. (2011). Outras abordagens para a classificacdo de imagens médicas sdo vistos em Eddaoudi (2011), Rolando
(2006) e Dheeba (2010). Um ponto a levar em conta é que ao se tratar de imagens médicas 0 mais importante é a
precisdo dos resultados porque as decisdes dos especialistas sdo criticas.

2.2. Descoberta de Regras de Associagéo

Uma regra de associagdo é uma expressdo X — Y aplicada sobre um conjunto de transages D, implicando que a
cada transacdo T que contenha X, seja provavel conter Y, respeitando critérios de confiabilidade e suporte (Hipp et al.,
2000). Uma aplicagdo que envolve descoberta de regras de associagdo para um sistema de recuperagdo de imagens com
um modulo para diagnosticar cancer de pele pode ser vista em Wang e Chung (2001). Em Ordonez e Omiecinski (1999)
é apresentado um sistema para busca de regras de associagdo em imagens coloridas, que segue 0s passos de extracdo de
caracteristicas, identificacdo de objetos, criacdo de registros, geragdo de imagens auxiliares e finalmente a mineragéo de
imagens.

Em Djeraba (2001) é proposto um sistema semelhante para descoberta de relacionamentos escondidos através de
caracteristicas de imagens agrupadas em dicionarios. Combinando solucdes de recuperagdo de imagens por conteido e
aprendizado de maquina, a extracdo de caracteristicas combina 0 que o autor chama de agrupamento simbolico e a
descoberta de relacionamentos propriamente dita. A primeira etapa se baseia em uma fase de pré-processamento, na
qual é feita a montagem de um dicionario de caracteristicas, que € o agrupamento das caracteristicas mais semelhantes.
Na seqliéncia, para cada grupo de caracteristicas de uma imagem, é associada uma representacdo simbolica baseada no
dicionério para simplificar a fase de descoberta de relacionamentos.

O algoritmo MaxOcurr, uma modificacdo do algoritmo Apriori, é usado por Zaiane e Han (2000) para extrair
regras com itens repetidos a partir de uma base de dados espaciais. Uma das observagdes é que dados visuais possuem
propriedades especificas do dominio de imagens, de modo que algumas caracteristicas visuais podem estar repetidas em
uma mesma imagem e essas ocorréncias podem ser consideradas relevantes. O processo pode ser resumido em trés
passos. Primeiro é feita a segmentacdo de regides baseada em cor e textura, dando origens a areas que compartilham
algumas caracteristicas, tais como massa, variancia e centrdide. Depois a identificacdo de relagfes espaciais nas areas
extraidas, tais como disjoint, inside, contains, equals, meets, covered by e overlaps, usando diferentes resolucées da
imagem, para melhoria de desempenho. Finalmente ¢ feita a aplicagdo do algoritmo de extracéo de relacGes.

E comum que a mineragdo de regras de associacdo seja como um método de apoio ao diagnéstico médico (CAD),
como sugestdo automatica ou de laudo (segunda opinido). Para isso é preciso relacionar os dados de baixo nivel (as
caracteristicas da imagem) com os de alto nivel (os jargbes do especialista). A Figura 3 exemplifica esses detalhes.
Outras aplicacBes se tém em Yi et al. (2005), onde é mostrado que as regras de associacdo podem estabelecer
automaticamente a associa¢do semantica entre as imagens de consulta e as imagens de feedback que um usuario faz
num sistema de recuperacao de imagens por contetdo. Em Ishwar (2001) se tem outra abordagem para sistemas de
recuperagdo de imagens. As regras de associacdo sdo usadas para ajudar a deteccdo de cAncer em mamografias (Zaiane,
2002). O método NFARM (Novel Fuzzy Association Rule Mining) para detectar tumores no cérebro é apresentado em
Rajendran (2010).
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Figura 3. Dados de baixo nivel e alto nivel (Yi et al., 2005)
2.3. Clusterizacao

Na atividade de clusterizacdo o sistema de KDD deve induzir, de maneira ndo supervisionada, um esquema de
agrupamento que particiona 0 conjunto de treinamento em classes (Celinski; Bellon, 1998). Para analise de
agrupamentos podem ser usados algoritmos especificos, que podem ser classificados em: hierarquicos, aglomerativos,
divisivos, ndo-hierdrquicos e de particdo (Carvalho, 2001). Esses algoritmos tém como objetivo classificar, com
respeito a algum critério pré-determinado, uma amostra de entidades em grupos mutuamente exclusivos baseado nas
suas similaridades. O que define algoritmos hierarquicos ou divisivos é que a unido de dois grupos numa certa etapa
produz um dos grupos da etapa superior, formando uma hierarquia.

O algoritmo COBWEB/3 proposto em Soh e Tsatsoulis (1999) agrupa regides por caracteristicas espectrais,
espaciais e de textura de imagens de satélites. Nesse caso, a mineracdo de imagens € usada como um instrumento
auxiliar ao processo de visdo computacional. O funcionamento do COBWEB/3 consiste na formacdo de conceitos
probabilisticos, no qual uma instancia pertence a um conceito com certo grau de certeza. Em resumo, a cada iteracao,
um algoritmo desse tipo agrupa as instancias em conceitos, sumariza-as e organiza-as hierarquicamente.

O algoritmo k-means também é aplicado em Samma (2009), Siddheswar e Rose (1999) e Narasimhan (2009) na
segmentagdo de imagens ou como uma medida de avaliagdo simples baseado no intra e inter-cluster que permite que
o nimero de clusters seja determinado automaticamente no algoritmo k-means. A principal desvantagem do k-means
€ que o numero de clusters, k, deve ser fornecido como um parametro e, tratando-se de imagens, é dificil saber o
namero de clusters que se deseja gerar. Outros exemplos que envolvem agrupamentos estdo disponiveis em Zhang et al.
(2001). A maioria destes est4 envolvida em estagios iniciais do processo de mineragdo. Em geral, ap6s a execucdo do
algoritmo, é necessaria a intervencdo humana para rotulagdo dos grupos gerados.

3. METODOLOGIA

A metodologia proposta, similarmente ao processo KDD descrito na Secdo 2, é composta de seis (6) passos. No
primeiro passo € feita a obtencdo das imagens térmicas seguindo um protocolo padrdao. No segundo passo é feito um
pré-processamento, onde se convertem as imagens a escalas de cinza e é feita a segmentacéo da regido de interesse. No
terceiro passo é feita a extracdo das caracteristicas das imagens. O quarto considera a transformagdo dos dados gerando
um arquivo compativel com o software de mineragdo. No quinto passo sdo usados os algoritmos de mineragdo de dados
como classificacdo, extracdo de regras de associacdo e clusterizagdo nas caracteristicas extraidas no passo anterior.
Finalmente no sexto passo é feita a avaliacdo e interpretacdo dos resultados.

3.1. Imagens utilizadas

Projeto Pro-Engenharias 021/2008 (Proeng), aprovado em 2008, envolve o Instituto de Computacdo da
Universidade Federal Fluminense (UFF) e o Departamento de Engenharia Mecénica da Universidade Federal de
Pernambuco (UFPE) na aquisicdo de imagens térmicas como a da Figura 4. Essas imagens sdo adquiridas no Hospital
das Clinicas da Universidade Federal de Pernambuco (HC-UFPE) usando uma camera Flir Thermacam, modelo S45.
Os pacientes que sdo submetidos ao exame assinam um termo de consentimento livre e esclarecido liberando as
imagens para estudo. Foram usadas 28 imagens, das quais 24 sdo de pacientes com alguma doenga na mama e 4 de
pacientes sem qualquer doenca mamaria. Posteriormente foram acrescentadas 6 novas imagens de pacientes sem
patologia para melhor balanceamento da base de dados.

3.2. Pré-processamento e segmentacao
As imagens utilizadas tém dimensdes de 320x240 pixels. O software FLIR Quick View mapeia as temperaturas

medidas para uma faixa de tons de cores, sendo possivel usar diversas paletas disponiveis. No pré-processamento a
paleta de representacéo das temperaturas € mudada para a paleta em tons de cinza. A segmentagao inicial usa 0 método
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automatico de Motta (2010) resumido na Figura 5. Esse consiste em pegar a imagem termogréafica em tons de cinza e
determinar o ponto de corte inferior da imagem usando a regido com a maior quantidade de pixels brancos abaixo da
mama por algoritmos de limiarizacdo e morfologia matematica (e.g., dilatacdo e erosdo). A seguir é definido o ponto de
corte superior usando as axilas como limites superiores. A axila é encontrada usando a interseccdo de uma linha
horizontal e os limites entre o corpo e o fundo. Depois se faz a remocgdo das regiGes que ndo pertencem a regido de
interesse (ROI), como os bracos, usando o algoritmo Flood Fill. Em seguida, usa-se a transformada de Hough para a
deteccdo das pregas inframamarias, caracterizadas como a maior parabola da imagem que corresponde ao limite inferior
da mama. Finalmente é feita a separacdo das mamas em é&reas iguais e um deslocamento vertical, se necessario, para
que os limites inferiores das duas ROls correspondam ao limite inferior da mama. Ainda é feito uma nova segmentagéo
manual das ROI das mamas esquerda e direita para retirar areas que correspondem ao corpo das pacientes, mas nédo de
regides das mamas. A Figura 6 mostra o resultado do processo.

Trefl=24 Tatm=24 Dst=1.0FOV 23 \,
8/27/07 11:21:57 AM -10 - +55 e=0.98 °C
Figura 4: Termografia de uma paciente (Proeng).
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Figura 5: Algoritmo de segmentacao automatica (Motta, 2010).
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Figura 6: Segmentacdo manual

3.3. Extracdo de caracteristicas

O software ImageJ foi usado para a extracdo das caracteristicas: média, desvio padrdo, tom minimo e maximo,
mediana, assimetria e curtose da imagem baseados no histograma em escala de cinza da ROI. As defini¢des formais
destas caracteristicas sdo facilmente disponiveis na literatura (Gonzéles; Woods, 2000). Estas medidas estatisticas
geram 7 caracteristicas para cada mama, resultando um total de 14 caracteristicas por imagem de uma paciente.

3.4. Transformacéo

O software WEKA - Waikato Environment for Knowledge Analysis (Hall et al., 2009), desenvolvido pela
Universidade de Waikato - Nova Zelandia, tem por objetivo reunir implementagdes de algoritmos de mineragdo, dentre
eles: (1) o algoritmo de classificacdo por maquina de vetores de suporte chamado de SMO no WEKA,; (2) o algoritmo
C4.5, chamado de J48; (3) o algoritmo de classificagdo usando redes de neurais artificiais chamado de Multilayer
Perceptron; (4) algoritmos baseados em Naive Bayes; (5) algoritmos de clusterizacdo como o k-means; e (6) o APriori,
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para a descoberta de regras de associacdo. Para usar esta ferramenta foi necessario fazer uma conversdo ao formato
ARFF das caracteristicas criando um arquivo de texto para seu processamento. Além disso, foi necessario adicionar um
atributo chamado de “Classe” que toma os valores de “C” e “S” (com patologia e sem patologia respectivamente) que
serve para o treinamento da base de dados e a avaliagdo dos classificadores.

3.5. Mineracéo de dados

Utilizou-se uma técnica de validacdo cruzada estratificada de 10 (parametro Folds=10). A validagdo cruzada
consiste em, dado um ndmero k, dividir os dados em k subconjuntos mutuamente exclusivos do mesmo tamanho. A
partir disto, um subconjunto é utilizado para teste e os k-1 restantes sdo utilizados para o treinamento do classificador.
Este processo é repetido durante k iteracdes com cada um dos subconjuntos de teste. Finalmente, calcula-se a média
aritmética dos resultados de cada iteracdo para obter um Unico resultado.

Foram utilizados quatro algoritmos de classificagdo com os parametros default do software WEKA, como segue:
1. Méaquina de vetores de suporte: weka.classifiers.functions.SMO -C 1.0 -L 0.0010 -P 1.0E-12-N0 -V -1-W 1 -
K "weka.classifiers.functions.supportVector.PolyKernel -C 250007 -E 1.0"
2. Arvore de decisdo J48: weka.classifiers.trees.J48 -C 0.25 -M 2
3. Redes neurais: weka.classifiers.functions.MultilayerPerceptron -L 0.3 -M 0.2 -N 500 -V 0-S0-E 20 -H a
4. Naive Bayes: weka.classifiers.bayes.NaiveBayes

Para fazer a clusterizagdo foram usados os algoritmos k-means, X-means e DBScan. Ao todo foram utilizadas 34
imagens com a seguinte parametrizacéo da ferramenta:

1. K-means: weka.clusterers.SimpleKMeans -N 2 -A "weka.core.EuclideanDistance -R first-last" -1 500 -S 10
Con k=2 (clusters ou grupos)

2. X-means: weka.clusterers.XMeans -1 1 -M 1000 -J 1000-L 2 -H4 -B 1.0 -C 0.5-D
Weka.core.EuclideanDistance -R first-last” -S 10

3. DBScan: weka.clusterers.XMeans -1 1 -M 1000 -J 1000-L 2 -H4 -B 1.0 -C 0.5-D
Weka.core.EuclideanDistance -R first-last" -S 10

3.6. Interpretacdo e avaliacéo
Para a avaliagdo dos classificadores foram usadas as medidas padrdo de acurdcia, sensibilidade, especificidade e

curvas ROC apresentadas nas Equagdes (1), (2) e (3), onde VP, VN, FP e FN sdo respectivamente, os ndmeros de
verdadeiros positivos, verdadeiros negativos, falsos positivos e falsos negativos.

et — VP + FP O
At = yP Y FP+ VN + FN
VP
o _ 2
Sensibilidade VPEEFEN (2
Especificidade = & 3
VN + FP

Curvas ROC definem um meétodo grafico bidimensional para avaliacdo, organizagdo e selecdo de sistemas de
diagnostico ou predicdo. Nelas, o eixo horizontal representa os valores da taxa de falsos positivos (1— especificidade ) e
o0 eixo vertical os valores de sensibilidade. Para quantificar uma anélise usando a curva ROC pode-se calcular a area
abaixo da curva, sendo que quanto mais préximo da unidade for o valor, melhor serd a metodologia usada.

4. RESULTADOS
Na Tabela 1 sdo apresentados os resultados médios obtidos pelos os algoritmos de classificagdo do software
WEKA. Pode-se observar que embora as curvas ROC dos métodos empregados sejam baixas, os classificadores

obtiveram uma acurécia razoavel, especialmente o Naive Bayes, onde essa atingiu um valor de 82,7%.

Tabela 1. Resultados obtidos dos classificadores com 28 imagens.

Método Sensibilidade (%) | Especificidade (%) | Acuracia (%) | Curva ROC (area)
Maquina de vetores de suporte 85,7 79,1 73,5 0,500
J48 75,0 73,5 72,0 0,349
Redes Neurais 75,0 76,1 77,4 0,625
Naive Bayes 78,6 80,2 82,7 0,580

Na Tabela 2, os resultados de outra abordagem (Resmini, 2011) sdo mostrados para comparacdo. Nesta analise as
mesmas imagens sdo utilizadas, mas empregam-se mais caracteristicas: 4 medidas estatisticas simples (range, média,
desvio padrdo e quantizacdo do ultimo tom da posterizacdo de 8 tons), dimensdo fractal de Higuchi e medidas
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geoestatisticas (coeficiente de Geary e indice de Moran). Além disso, a ROl é dividida em 4 partes, de modo que tem-se
um total de 712 caracteristicas por paciente. Mas, no trabalho usado para comparacdo, apenas o SVM é usado como
classificador.

Tabela 2. Resultados da comparac¢do com Resmini (2011).

Método Sensibilidade (%) | Especificidade (%) | Acuracia (%)
Todas as medidas 91,70 25,00 82,14
Medidas estatisticas 83,33 25,00 75,00
Fractais 79,16 0,00 67,85
Medidas geoestatisticas 91,67 25,00 82,14

Comparando-se a primeira linha da Tabela 1 com a Tabela 2, observa-se que as medidas estatisticas ndo apresentam
bons resultados em comparagdo com outras caracteristicas, em especial com as medidas geoestatisticas. Observa-se
também que SVM ¢é uma técnica com 6tima sensibilidade. Além existe a necessidade de se ter uma base de dados mais
balanceada quanto ao nimero de pacientes com patologia e sem patologia.

Uma caracteristica do processo KDD é que quando ndo se atingem resultados bons, pode-se voltar a qualquer etapa
anterior e fazer alguma mudanca. Neste caso, na etapa de selecdo foi necessario acrescentar mais 6 imagens de
pacientes sem patologia para equilibrar o banco de dados somando 34 imagens em total. Na Tabela 3 pode-se observar
que todos os métodos obtiveram um ganho nos valores de sensibilidade, especificidade, acuracia e curvas ROC,
demonstrando assim a importancia da etapa de sele¢do de dados. O classificador Naive Bayes obteve um melhor
resultado na area da curva ROC que ficou mais proximo a unidade, seguido do classificador de Redes Neurais.

Tabela 3. Resultados obtidos dos classificadores com 34 imagens.

Método Sensibilidade (%) | Especificidade (%) | Acuracia (%) | Curva ROC (&rea)
Maquina de vetores de suporte 85,3 84,4 85,3 0,779
J48 79,4 78,2 78,5 0,800
Redes Neurais 76,5 77,0 78,1 0,846
Naive Bayes 79,4 80,1 82,0 0,892

A Tabela 4 mostra os resultados depois de aplicar o algoritmo k-means, X-means e DBScan na clusteriza¢do nédo
supervisionada (sem conhecer a qual classe pertence, com patologia ou sem patologia). Observe-se que a distribuicdo
dos dados € diferente para cada técnica. No k-means o cluster 1 tem 18 instancias e o cluster 2 tem 16 (o qual é uma
distribuicdo ndo tdo boa tendo em conta que a distribuicdo das classes sdo de 24 e 10 instancias). Um melhor resultado
foi obtido pelo X-means que teve uma aproximacdo de 25 e 9 instancias, respectivamente. Por ndo precisar de um
nimero de clusters como parametro de entrada, o algoritmo DBScan ndo conseguiu clusterizar as instancias dando
como resultado um cluster Gnico com 2 instancias.

Tabela 4. Resultados obtidos da clusterizaco.

Método Cluster 1 Cluster 2
K-Means 18 (53%) 16 (47%)
X-Means 9 (26%) 25 (74%)
DBScan 32 (100%) 2 sem clusterizar

5. CONCLUSOES E TRABALHOS FUTUROS

Neste artigo € descrito como as técnicas de mineracdo de dados podem ser aplicadas a mineragdo de imagens
térmicas com a finalidade de extrair informacdes implicitas para auxilio na tomada de decisbes. Foram usadas 34
imagens térmicas com diagndstico conhecidos e empregados como classificadores na maquina de vetores de
suporte (SVM), arvores de decisdo (J48), Naive Bayes e redes neurais. Destes, 0 SVM apresentou melhores resultados
com até 85% de sensibilidade e acuracia mesmo tendo o0s experimentos sido executados sobre vetores de caracteristicas
compostos por medidas estatisticas muito simples. O uso de clusterizagdo também se mostrou promissor. Em especial, o
algoritmo x-means conseguiu se aproximar ao nimero de instancias esperados por classe. Apesar de serem feitos varios
testes com os algoritmos de extracdo de regras de associa¢do, ndo foram obtidos relacionamentos de importancia. Este
fato pode ser devido a ndo terem sido incluidos os dados clinicos das pacientes, apenas terem sido usados dados
numéricos nos atributos de caracteristica das imagens. O software WEKA respondeu bem as necessidades de
manipulacdo dos algoritmos de mineracdo e analise de resultados. Como prosseguimento deste trabalho pretende-se
ampliar o banco de dados para que, além de armazenar imagens, tenham-se informacdes relevantes do paciente, tais
como dados do histérico clinico e outras informagfes que possam permitir a obtencdo de melhores regras de associacao.
Também se pretende testar outras caracteristicas como as geoestatisticas e medidas fractais para melhorar o diagndéstico
precoce de doencas da mama.
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